
 
 

XXVI JORNADAS DE JOVENS PESQUISADORES 
ASSOCIAÇÃO DE UNIVERSIDADES DO GRUPO MONTEVIDÉU – AUGM 

 

24. Meio Ambiente 

Modelagem de risco de incêndio utilizando Redes Neurais Artificiais 

Fernandes, Luiza C.
1
; luizacintraf@gmail.com; Cintra, Rosangela S. C.

2
; 

rocintra@gmail.com; Nero, Marcelo A.
1
; marcelo-nero@ufmg.br; Temba, Plínio C.; 

temba.mobile@gmail.com 

1 
Universidade Federal de Minas Gerais (UFMG) 

2 
Instituto Nacional de Pesquisas Espaciais (INPE) 

 

Resumo 

Incêndios florestais causam muitas alterações no clima e no meio ambiente, sendo uma 

das grandes preocupações relacionadas ao meio ambiente, sua prevenção e controle. Assim, 

para auxiliar no planejamento de atividades para sua prevenção, o cálculo do risco de incêndios 

se faz uma importante ferramenta, determinando a probabilidade das ocorrências destes em 

determinado local. Este trabalho tem como objetivo fazer o mapeamento das regiões de risco    

de incêndio no Município de Belo Horizonte. A modelagem proposta será realizada através de 

Redes Neurais Artificiais (RNA) com treinamento supervisionado. Espera-se obter uma rede 

neural para fazer a previsão de áreas propícias aos incêndios, apresentando as variáveis de 

entrada de qualquer período que se deseja determinar. Esta estimativa dará o delineamento de 

áreas prioritárias através de mapas que auxiliarão em atividades de prevenção e alocação de 

equipes brigadistas, buscando minimizar possíveis danos causados pelos incêndios. O que se 

concluiu foi que usar RNA para prever áreas de risco de fogo é uma metodologia que obtêm  

boas respostas, mas é necessário se ter cuidado na escolha das variáveis de entrada. Nesse 

estudo a rede pode encontrar muito bem os pontos de incêndio, mas não reconheceu com   

muito acurácia áreas de baixo risco. 
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Introdução 

Incêndios florestais são uma das grandes preocupações relacionada com o meio 

ambiente, pois devastam grandes proporções de florestas, campos e regiões agrícolas. 

Entre os seus principais impactos estão à destruição da fauna e flora, erosão, degradação 

do solo, enfraquecimento das árvores, destruição de habitats, danos à saúde humana e 

redução da beleza da paisagem (Roy, 2004). Além de causar aumento de gases na 

atmosfera, tais como: CO2 (dióxido de carbono), CH4 (gás metano) e NOx (óxidos  

nitrosos), responsáveis pelo aumento do efeito estufa e de problemas respiratórios (Ichoku 

& Kaufman, 2005). 
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O cálculo do risco de incêndios consiste em verificar a probabilidade de ocorrer 

incêndio em determinado local, ou seja, determinar a chance de ignição (Hardy, 2005). 

Assim é possível se fazer uma avaliação crítica da ocorrência de incêndios, para se ter o 

monitoramento e prevenção de queimadas dessas áreas, para isso são necessárias 

ferramentas objetivas (Chuvieco et al., 2010). 

A importância em se determinar áreas com maior risco de incêndio está relacionada 

com o planejamento de atividades para sua prevenção. Assim, é possível determinar as 

estações em que ocorrem mais queimadas, permitindo queimadas controladas ou 

prevenção e combate destas, permite ainda informar a população dos riscos e fazer 

programas de educação ambiental e em casos extremos limitar o acesso à área (Nunes, 

2006). 

As variáveis usadas para o cálculo do risco de incêndio podem ser de dois tipos: 

uma derivada de fatores que não mudam em um curto período de tempo, chamadas 

estáticas, e aquelas que variam em períodos mais curtos, chamadas dinâmicas. As 

primeiras englobam declividade, tipos de vegetação, tipos de solo, e proximidade de 

estradas e assentamentos. Das variáveis podem-se citar as variáveis meteorológicas, 

como, temperatura, intensidade do vento, umidade entre outras (López, San-Miguel-Ayanz, 

& Burgan, 2002). 

Há várias abordagens para se modelar o risco de fogo: métodos estatísticos, como 

regressão logística, métodos quantitativos e qualitativos, baseados em conhecimento de 

especialista, como a análise multicritério. Além de métodos de inteligência artificial, como 

Redes Neurais Artificiais (RNA) e Lógica Fuzzy, que têm sido muito usados e retornado 

resultados de grande acurácia como (Alonso-Betanzos et al., 2003; Ferreira, Koproski, & 

Zanotta, 2011; Goldarag, Mohammadzadeh, & Ardakani, 2016; Luiz de Sá de Oliveira, 

2013; Maeda, Formaggio, Shimabukuro, Arcoverde, & Hansen, 2009; Silva & Pontes, 2011).  

A região Sudeste do Brasil apresenta muitos focos de incêndio no inverno, quando o 

tempo está mais seco, o que coincidem com o registro do aumento de concentrações de 

material particulado no ar, dados observados pelas estações de monitoramento do ar da 

Fundação Estadual do Meio Ambiente (FEAM) de Minas Gerais. 

Assim o objetivo deste artigo é mapear áreas de risco de incêndios na cidade de 

Belo Horizonte, localizada no estado de Minas Gerais, na região Sudeste do Brasil. A 

modelagem proposta é criar uma rede neural artificial com treinamento supervisado. Esta 

RNA fará a previsão de áreas mais propícias a incêndios, apresentando as variáveis de 

entrada de qualquer período que se deseja determinar. Esta estimativa dará o delineamento 

de áreas prioritárias através de mapas que auxiliarão em atividades de prevenção e 

alocação de equipes brigadistas, buscando minimizar possíveis danos causados pelos 

incêndios. 



 

Área de Estudo 
 
 
 

 

Figura 1 - Localização área de estudo 

 
 

Com 330,01 km
2
 de área, a cidade de Belo Horizonte (Figura 1) tem uma população 

de 2,4 milhões segundo o censo de 2010 e uma densidade de 7167 hab/km
2
. Possui um 

PIB per capita de aproximadamente 35000 reais, e um IDH de 0,81 (IBGE, 2017). Estando 

inserida na terceira maior região metropolitana do Brasil, denominada por Veloso et al. 

(1991) uma “Área de Tensão Ecológica”. É uma faixa de transição e contato entre dois 

grandes biomas: o Cerrado e a Mata Atlântica, ambos internacionalmente considerados 

como "hotspots" de Biodiversidade, demandando medidas concretas de proteção e 

conservação. É uma cidade muito arborizada, com 82.7 % dos domicílios urbanas em vias 

públicas com arborização. Sendo suas fisionomias vegetais originais representadas por 

campos, cerrado, savanas e floresta tropical, que estão espalhados em parques municipais 

ou institutos federais pela cidade (Secretaria Municipal de Planejamento, 2000). 

O clima da região onde se encontra a área de estudo é definido por NIMER (1979), 

como Tropical subquente semi-úmido e estação de seca bem definida, com duração de 4 a 

5 meses, entre abril e setembro. Sendo que 80% dos casos de precipitação anual na cidade 

ocorrem durante a estação chuvosa (LUCAS & ABREU, 2004). A Região do Município de 

Belo Horizonte, apresenta épocas de baixa umidade, principalmente no inverno, devido à 



presença de anticiclones que trazem massas de ar seco e abaixam a temperatura e 

umidade. Em um estudo (Franca, 2009) foi observado que a umidade relativa do ar na 

cidade está decrescendo. Essa baixa umidade deixa a região propicia a incêndios florestais. 

 

Materias e Métodos 

Variáveis de entrada 

Declividade: Afeta o comportamento do vento e a direção, o fogo propaga mais 

rápido em regiões de maior declividade, afetando a intensidade e a direção do fogo 

(Vadrevu, Eaturu, & Badarinath, 2010). A declividade foi calculada pela função terrain, no 

pacote raster do programa R, aonde os dados de elevação usados de entrada foram do 

SRTM (Shuttle Radar Topography Mission), que está disponível no site da USGS (n.d.).  

Aspecto: Descreve a orientação do terreno e é importante para ter-se o 

conhecimento das faces que tem maior influência do calor direto do sol, que afeta a taxa de 

secagem do material combustível (Juvanhol, 2014). O cálculo do aspecto foi feito com a 

mesma função da declividade. 

Uso e cobertura do solo: Compreende a caracterização da cobertura do solo e 

suas localidades. Assim é possível saber a distribuição e quantificação de áreas de 

vegetação, campos, agricultura, áreas urbanas, entre outras (Prudente, 2010). A vegetação 

afeta o tipo e as propriedades do material combustível e condições meteorológicas 

associadas. Essa variável é também importante para conhecer a influência humana através 

de proximidades a estradas e assentamentos. O mapa usado foi produzido pela Prodabel 

(Companhia de Informática e Informação da cidade de Belo Horizonte) em 2012. A 

classificação foi extraída utilizando como referência as imagens ortorretificadas, através de 

interpretações visuais e prática manual para as classes temáticas. As classes da imagem 

original possuíam 3 níveis de detalhes, que foram agrupados em 29 classes. O mapa foi 

transformado em raster com um tamanho de célula de 100m, no programa ArcGis. 

 

Variáveis meteorológicas: Foram coletados do INMET (Instituto Nacional de 

Meteorologia do Brasil) de estações automáticas e manuais. Mapas mensais, de 2014 a 

2016, de todos os parâmetros foram interpolados usando a função Thin Plate Spline, do 

pacote rgdal do R. 

 
Temperatura média: Representa a energia interna do movimento de átomos e 

moléculas, importante na fase de combustão (Hamadeh, Karouni, Daya, & Chauvet, 2017). 

Temperaturas mais altas deixam a vegetação mais susceptível a incêndios, predispondo-a 

a ignição, e reduzindo a umidade do material (Liu & Zhang, 2015). Os dados usados estão 

em graus Celsius. 

 

Pressão do ar: As mudanças meteorológicas dependem da pressão atmosférica. 

Pressões mais altas tendem a ter maiores temperaturas e baixa umidade, deixando 



condições climáticas propícias a fogo (Liu & Zhang, 2015). Os dados usados estão em hPa. 

 
Umidade Relativa do ar: Representa a relação entre a quantidade de água no ar e o 

máximo de água que o ar consegue segurar na mesma temperatura e pressão (Hamadeh et 

al., 2017). Quanto maior a umidade do ar, maior a absorção de umidade pelo material 

combustível (Liu & Zhang, 2015). 

 
Velocidade do Vento: É o movimento do ar na distância horizontal por unidade de 

tempo. Pode acelerar a evaporação de água do material combustível, deixando-o seco e 

inflamável. O vento também aumenta o fornecimento de oxigênio, aumentando as 

condições para combustão (Liu & Zhang, 2015). A unidade usada é em m/s. 

 
Radiação: Representa a quantidade de energia do sol recebida pela Terra na forma 

de ondas eletromagnéticas. Este tipo de radiação é a principal fonte de energia que o globo 

possui, e sua distribuição variável no tempo e no espaço é o gerador de todos os processos 

atmosféricos (Liu & Zhang, 2015). A unidade utilizada é em Kj/m
2
. 

Variável de Saída: Dados de Incêndio 
 

Produtos de fogo ativo têm informações sobre localização e hora de incêndios que 

ocorreram na hora da passada do satélite, dados em forma de uma lista de pixels de fogo 

com suas localizações e datas. Neste artigo foram usados dois produtos de fogo ativo: Near 

real-time(NRT) Moderate Resolution Imaging Spectroradiometer (MODIS) Thermal 

Anomalies/Fire locations- Collection 6, que usam produtos da faixa (MOD14/ MYD14), com 

resolução de 1 km e Near real-time (NRT) Suomi National Polar-orbiting Partnership 

(Suomi-NPP) Visible Infrared Imaging Radiometer Suite (VIIRS) Active Fire detection 

produto, que tem resolução de 375 m. 

Os pontos de fogo foram especializados de acordo com suas coordenadas, 

convertidos em raster, com resolução de 1km, onde o valor 1 representa ocorrência de 

incêndios e 0 representa não ocorrência. 

Arranjo dos dados 

Todos os dados foram colocados na mesma projeção, Sirgas 2000, na mesma 

extensão e resolução, usando o pacote rgdal do R. Resultando em uma grade regular de 

100 m, com 313 linhas e 217 colunas. 

Os meses de agosto, setembro e outubro foram selecionas devido sua frequência de 

incêndios. Para cada pixel de fogo no mapa foram relacionadas cada um dos 8 parâmetros, 

gerando amostras de entrada para a RNA. Para as amostras de não ocorrência de fogo 

eram muito maiores que os de ocorrência, a área foi dividida em quadrados de 1 km e 

foram selecionados pontos aleatórios. 



Os dados de 2014 a 2015 foram usados para ajustar a RNA, e as amostras foram 

divididas: treinamento (60%), validação (20%) e teste (20%). E os dados de 2016 foram 

usados para avaliar o desempenho da RNA, sendo usados pixels da área toda. 

Redes Neurais Artificiais 

Uma rede neural é constituída de unidades de processamento simples que 

trabalham em paralelo, armazenando conhecimento experimental e tornando-o disponível 

para uso. Se assemelhando ao cérebro em dois aspectos: o conhecimento adquirido pela 

rede pelo processo de aprendizagem e as forças de conexão entre os neurônios, 

conhecidas como pesos sinápticos, que armazenam o conhecimento adquirido (Haykin, 

2001). Entre seus benefícios estão a possibilidade de não linearidade, o fato de mapear 

entradas e saídas, através de treinamento supervisionado, que permite a RNA a ser 

adaptável, modificando seus pesos sinápticos de acordo com mudanças no meio ambiente 

(Haykin, 2001). 

Há muitas arquiteturas para a RNA, destas o Perceptron Multicamadas de 

alimentação direta é o mais usado, representado na Figura 2, que tem duas camadas 

escondidas, sendo que cada entrada (x) é multiplicada por um peso (w) e a soma das 

entradas com os pesos e o viés(b) resulta em uma função de transferência (f(x)), que se 

transforma em entrada para a camada seguinte. A camada de entrada representa o nó de 

fonte, que provê os sinais iniciais e a camada de saída é a resposta a entrada (Haykin, 

2001). 

 

 

Figura 2 – Modelo de um Perceptron Multicamadas 

A função de transferência é importante porque restrita a amplitude do sinal do 

neurônio de saída, podendo definir ou não a linearidade da saída. As utilizadas nesse artigo 

são a sigmoide logística (Eq. 1) e a linear (Eq. 2). 

f(v)=nv (1) 



(2) 
 

O treinamento da RNA é muito importante para o aprendizado da rede e melhorar 

seu desempenho. É usado um processo interativo de ajuste dos pesos e viés. Geralmente 

os dados são divididos em 3 subgrupos. O primeiro consiste nos padrões fornecidos à rede 

para os ajustes dos seus parâmetros (aprendizagem), o segundo conjunto tem a tarefa da 

verificação da capacidade de generalização da rede (validação) e o conjunto de teste tem a 

tarefa de testar o comportamento da rede neural com dados novos (Anochi & Campos 

Velho, 2014). O aprendizado supervisionado é o treinamento aonde é dada a saída 

desejada e os parâmetros são ajustados baseados nestes (Goulart et al., 2006). 

O treinamento é geralmente feito pelo algoritmo de retro-propagação 

(backpropagation), baseado na regra Delta que minimiza a função de erro. Consistindo em 

dois passos: o passo para frente e o passo para trás, aonde o erro é retro-propagado da 

camada de saída para a de entrada. E o delta é dado pelo gradiente da função de 

transferência. O algoritmo Levenberg-Marquardt que foi utilizado nesse artigo, diferente da 

retro-propagação, que possui um algoritmo de descida mais íngreme, é uma aproximação 

ao método de Newton, usado para acelerar a convergência do algoritmo de aprendizado de 

retro-propagação. 

Esses algoritmos foram implementados pelo “neural network toolbox” do matlab.  

Resultados e Discussão 

Depois de testar várias arquiteturas de rede com diferentes números de neurônios 

na camada escondida, o menor erro foi obtido com 15 neurônios na camada escondida. 

Assim a RNA final tinha 8 neurônios na camada de entrada, 15 neurônios na camada oculta 

e 1 na de saída. A função de transferência usada foi a sigmoide logística na primeira 

camada e função linear na segunda camada e foi treinada com o algoritmo Levenberg- 

Marquardt. 

Dos resultados os valores próximos de 1 foram considerados como alto risco, e os 

próximos de 0 como baixo risco de incêndios. Na Tabela 1 pode ser vista a classificação 

dos pixels dos dados usados para ajustar a RNA. O que pode ser notado foi que a maioria 

dos pixels foram considerados como alto risco, por outro lado, os pontos de ocorrência de 

fogo corresponderam com áreas de alto risco, o que é um bom resultado. 

Tabela 1 - Resultados da RNA com os dados de ajuste da rede 
 

Porcentagem Risco Pixels Pixels de ocorrência de 

fogo 

0-0.25 Baixo 3.84% 0.05% 

0.25-0.5 Medio 2.83% 0.36% 



0.5-0.75 Alto 9.01% 6.95% 

0.75-1 Muito Alto 84.33% 92.64% 

Nos dados de 2016 (Tabela 2), que não foram usados no ajuste da RNA, pode ser 

visto que quase todos os pixels foram classificados como alto e muito alto. E todos os 

pontos de ocorrência de fogo foram classificados em áreas de risco muito alto. 

 

Tabela 2 - Resultados da RNA com dados de 2016 
 

Data Porcentagem Risco Pixels Pixels de ocorrência 

de fogo 

agosto/2016 0-0.25 Baixo 0.0% 0.0% 

 0.25-0.5 Medio 0.9% 0.0% 

 0.5-0.75 Alto 4.3% 0.0% 

 0.75-1 Muito Alto 94.8% 100.0% 

setembro/2016 0-0.25 Baixo 0.0% 0.0% 

 0.25-0.5 Medio 0.0% 0.0% 

 0.5-0.75 Alto 3.8% 0.0% 

 0.75-1 Muito Alto 96.2% 100.0% 

outubro/2016 0-0.25 Baixo 0.0% 0.0% 

 0.25-0.5 Medio 6.1% 0.0% 

 0.5-0.75 Alto 8.1% 0.0% 
 0.75-1 Muito Alto 85.8% 100.0% 

 
Assim a rede pode reconhecer os pontos de fogo muito bem, mas também quase 

toda área foi reconhecido como alto risco. Isso pode ser devido a pequena variação dos 

parâmetros meteorológicos na área inteira, já que são a maioria das entradas (5 entradas). 

Também foram selecionados meses que continham condições meteorológicas similares, 

como baixa precipitação e umidade, sendo esperado áreas de alto risco de incêndios nessa 

época. A maior parte da área é classificada como urbana, e é visto na literatura que a 

proximidade a áreas urbanas tem risco de incêndio mais alto por causa da influência 

humana, então esse pode ter sido outro fator de influência. 

Goldarag et al. (2016) fez uma abordagem similar com uma rede neural com 12 

variáveis (declividade, aspecto, cobertura do solo, NDVI, temperatura do ar, dias com 

precipitação, duração do sol, vento predominante, umidade relativa, altitude, distancia de 

estradas e da cidade), sendo 6 variáveis dinâmicas e 6 estáticas em uma área de 268 km
2
, 

sendo que foram previstos 95% dos pontos de fogo. Alonso-Betanzos et al. (2003) usou sua 

rede apenas com parâmetros meteorológicos em uma área de 360 km
2
, e teve uma 

acurácia de 80 %. Maeda et al. (2009) usou de entrada imagens NDVI, que são muito 

sensíveis a mudanças na vegetação, e obteve um Erro quadrático médio de 0.07. 



 

 

Conclusão 

Usar Redes Neurais Artificiais para prever áreas de risco de fogo é uma metodologia 

que obtêm boas respostas, mas é necessário se ter cuidado na escolha das variáveis de 

entrada. Nesse estudo a rede pode encontrar muito bem os pontos de incêndio, mas não 

reconheceu com muito acurácia áreas de baixo risco. 

Em estudos futuros podem ser adicionadas mais variáveis estáticas, como imagens 

NDVI e distância a rodovias e assentamentos. Também será interessante ao estudo 

verificar um período maior de tempo, para verificar mudanças de estações em variáveis 

meteorológicas. 
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